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Przegląd zastosowania 
algorytmów uczenia maszynowego  
do oceny i monitorowania ryzyka 
zawodowego w czasie rzeczywistym
dr inż. Daniel Podgórski* (ORCID: 0000-0003-0483-3731)

Zrecenzowany artykuł naukowy DOI: 10.54215/BP.2025.4.7.Podgorski

Uczenie maszynowe (UM) to obszar sztucznej inteligencji dotyczący algorytmów, które mogą modyfikować swoje parametry na pod-
stawie przetwarzanych danych i wykonywać zadania bez wyraźnych instrukcji. Rozwój systemów sztucznej inteligencji i technologii 
internetu rzeczy (IoT) powoduje, że algorytmy UM są coraz częściej wykorzystywane w różnych sektorach gospodarki, w tym do  
oceny i monitorowania ryzyka zawodowego. Zawarty w artykule przegląd literatury naukowej z tej dziedziny pozwolił na wskazanie 
sektorów i rodzajów środowisk pracy, w których te algorytmy są stosowane, a także na określenie danych wykorzystywanych do uczenia 
algorytmów UM oraz identyfikację najczęściej stosowanych metod. Przedstawiono również potencjał algorytmów UM do automatyzacji 
procesów identyfikacji zagrożeń i oceny ryzyka zawodowego w czasie rzeczywistym.
Słowa kluczowe: uczenie maszynowe, ocena ryzyka zawodowego, czas rzeczywisty, sztuczna inteligencja

Overview of the use of machine learning algorithms for real-time occupational risk assessment and monitoring
Machine learning (ML) is an area of artificial intelligence dealing with algorithms that can modify their parameters based on processed 
data and perform tasks without explicit instructions. The development of artificial intelligence systems and Internet of Things techno-
logies is resulting in ML algorithms being increasingly used in various sectors of the economy, including occupational risk assessment 
and monitoring. This article provides a review of the scientific literature in this field, which has identified the sectors and types of work 
environments in which these algorithms are used, defined the data used to learn ML algorithms and identified the most commonly 
used methods. The potential of UM algorithms to automate hazard identification and occupational risk assessment processes in real 
time is also presented.
Keywords: machine learning, occupational risk assessment, real time, artificial intelligence
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Wstęp

Obserwowany w ostatnich latach 
rozwój systemów sztucznej inteligencji 
powoduje coraz powszechniejsze wyko-
rzystywanie algorytmów UM we wszyst-
kich dziedzinach życia i gospodarki. Do 
coraz szerszego zastosowania tych algo-
rytmów przyczynia się również rozwój 
technologii IoT, umożliwiających gene-
rowanie i zbieranie dużej ilości danych, 
które mogą być następnie analizowane 
metodami UM.

Duży postęp w wykorzystaniu sztucz-
nej inteligencji, w tym algorytmów 
UM, dokonuje się również w obszarze  
bezpieczeństwa i higieny pracy. Prze-
gląd literatury [1] dotyczący tego zagad-
nienia wskazuje, że algorytmy UM są  
stosowane m.in. do analizy i klasyfikowa-
nia wypadków przy pracy, wyszukiwania 
wzorców w przyczynach wypadków przy 
pracy oraz do monitorowania zagrożeń 
i przewidywania zdarzeń wypadkowych. 
Zastosowania UM w większości tych ob-
szarów bazują na danych pozyskanych 
z okresów przed wykonywaniem analiz 
(tzw. danych historycznych), więc działa-
nia podejmowane w ich wyniku mogą być 
nieadekwatne do aktualnego stanu środo-
wiska pracy. Jednakże postęp w rozwoju 
technologii IoT pozwala na wykorzysta-
nie algorytmów UM do oceny wykrywa-
nia zagrożeń i oceny ryzyka zawodowego 
(ORZ) w czasie rzeczywistym, co jeszcze 
kilka lat temu nie było możliwe. Zaletą 
tego nowego podejścia jest możliwość 
wykrywania i monitorowania zagrożeń 
na stanowiskach pracy w sposób cią-
gły, a następnie – ograniczania ryzyka 
zawodowego związanego z tymi zagro-
żeniami bezpośrednio po ich wykryciu.  
Jest to korzystne zwłaszcza w przypadku 
dynamicznie zmieniających się środo-
wisk pracy oraz tam, gdzie występują 
szczególnie szkodliwe lub niebezpiecz-
ne czynniki zagrażające zdrowiu i życiu 
pracowników.

Celem niniejszego artykułu jest przed-
stawienie przeglądu literatury naukowej 
z zakresu zastosowań algorytmów UM do 
ORZ w czasie rzeczywistym oraz zdiagno-
zowanie ich potencjału do automatyzacji 
procesów ORZ. Wykonany przegląd po-
zwoli przede wszystkim odpowiedzieć na 
następujące pytania badawcze:

•	 W jakich sektorach gospodarki są sto-
sowane metody UM do identyfikacji 
zagrożeń i ORZ?

•	 Jakie zagrożenia są obejmowane dzia-
łaniem UM w ORZ?

•	 Które metody UM są najczęściej stoso-
wane do ORZ w czasie rzeczywistym? 

•	 Jakiego rodzaju dane są wykorzysty-
wane do uczenia algorytmów UM, 

a następnie przetwarzane w procesach 
ORZ w czasie rzeczywistym? 
Wyniki przeglądu są adresowane 

do specjalistów i praktyków z obszaru 
bezpieczeństwa i higieny pracy w celu 
wzbogacenia ich wiedzy o możliwościach 
zastosowania narzędzi informatycznych 
z funkcją UM do identyfikacji zagrożeń 
i ORZ na stanowiskach pracy. Ponadto 
wyniki te mogą posłużyć pracownikom 
naukowym do ukierunkowania ich prac 
badawczych w zakresie wykorzystania tech-
nologii obliczeniowych w procesie ORZ.

Kwerenda publikacji  
naukowych

Do wyszukania publikacji naukowych 
dotyczących zastosowania UM w ORZ 
wykorzystano bazy literatury naukowej – 
Science Direct, Web of Science i Scopus 
– oraz wyszukiwarkę Google Scholar. Na 
pierwszym etapie zastosowano następują-
ce kombinacje słów kluczowych w języku 
angielskim: „occupational risk” AND 

„machine learning” AND „real time” 
(„ryzyko zawodowe” AND „uczenie 
maszynowe” AND „czas rzeczywisty”). 
W wyniku tego wyszukiwania, przepro-
wadzonego w okresie od 13 do 16 stycznia 
2025 r., uzyskano następujące liczby pu-
blikacji: Science Direct – 70, Web of Scien-
ce – 34, Scopus – 50, Google Scholar – 178 
(czyli łącznie 332 pozycje).

Następnie dokonano selekcji publi-
kacji z zastosowaniem następujących 
kryteriów:

•	 napisana w języku angielskim;
•	 dotycząca problematyki bezpieczeń-

stwa i higieny pracy;
•	 opisująca własne rozwiązanie autorów 

(wykluczenie publikacji przeglądo-
wych);

•	 zawierająca identyfikację zastosowa-
nych algorytmów UM;

•	 opisująca zastosowanie algorytmów 
UM do jednego lub kilku etapów pro-
cesu ORZ przebiegającego według 
normy PN-N-18002:2011 [2] (1. Zbiera-
nie informacji potrzebnych do ORZ,  
2. Identyfikacja zagrożeń, 3. Oszacowa-
nie ryzyka zawodowego);

•	 dotycząca ORZ na podstawie danych 
pozyskanych w czasie rzeczywistym 
(wykluczenie publikacji opisujących 
ORZ na podstawie danych historycz-
nych).
Po tej selekcji uzyskano łącznie 44 pu-

blikacje [3–46] spełniające wymienione 
kryteria (Science Direct – 7, Web of Scien-
ce – 10, Scopus – 19, Google Scholar – 8). 
Na kolejnym etapie w każdej z tych publi-
kacji wyszukano następujące informacje, 
które zapisano w arkuszu Excel:

•	 tytuł publikacji;
•	 identyfikator DOI;
•	 rok opublikowania;
•	 kraj reprezentowany przez autora/au-

torów;
•	 sektor gospodarki lub cechy środowi-

ska pracy;
•	 czynniki szkodliwe, niebezpieczne lub 

uciążliwe (w tym niebezpieczne sytu-
acje lub zachowania) objęte ORZ;

•	 rodzaj danych wejściowych przetwa-
rzanych przez algorytmy UM;

•	 metody UM zastosowane w opisywa-
nym rozwiązaniu ORZ.

Ogólna charakterystyka 
publikacji naukowych 
wybranych do przeglądu

Zestawienie liczby analizowanych 
publikacji pod względem roku opubliko-
wania przedstawiono na rys. 1. Widać na 
nim, że pierwsze doniesienia dotyczące 
zastosowania algorytmów UM do ORZ 
w czasie rzeczywistym pojawiły się sześć 
lat temu, po czym nastąpił szybki wzrost 
liczby publikacji w tej dziedzinie.

Następnie dokonano zestawienia licz-
by wybranych publikacji pod względem 
krajów, w których opracowano opisywane 
rozwiązania (rys. 2). Krajami wiodącymi 
w zakresie zastosowań UM do ORZ w cza-
sie rzeczywistym okazały się Stany Zjedno-
czone, Włochy i Chiny (odpowiednio 11, 
7 i 5 publikacji). Na uwagę zasługuje fakt, 
że wśród pozostałych krajów jest również 
Polska reprezentowana przez artykuł [23], 
który powstał z udziałem pracowników 
Centralnego Instytutu Ochrony Pracy 
– Państwowego Instytutu Badawczego 
w wyniku projektu międzynarodowego 
ASSIST-IoT, realizowanego w ramach 
europejskiego programu badawczego  
Horyzont 2020.

Kolejną cechą charakteryzującą anali-
zowane rozwiązania był sektor gospodar-
ki lub rodzaj środowiska pracy. Sektorem 
dominującym pod względem zastosowań 
UM do ORZ w czasie rzeczywistym jest 

Rys. 1. Zestawienie liczby publikacji pod względem roku 
opublikowania
Fig. 1. Summary of the number of publications by year of 
publication
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budownictwo, które wskazano w 20 publi-
kacjach (45%). Do pozostałych sektorów 
tych zastosowań należą: rolnictwo (2), 
przemysł maszynowy (2), przemysł che-
miczny (1), ochrona zdrowia (1) i pożar-
nictwo (1). W pozostałych publikacjach 
nie wskazano docelowego sektora imple-
mentacji UM, gdyż proponowane rozwią-
zania mogą być wykorzystywane w wielu 
sektorach gospodarki lub niezależnie od 
sektora. Najwięcej publikacji tego rodzaju 
dotyczyło prac transportowych (8) oraz 
wymuszonej pozycji ciała (5). Pozostałe 
rozwiązania dotyczyły gorącego środowi-
ska pracy (2), starszych pracowników za-
grożonych upadkiem (1) oraz obciążenia 
psychicznego pracowników (1).

Zastosowanie algorytmów 
UM do ORZ

Analiza 44 wybranych publikacji wyka-
zała, że do wspomagania ORZ w opisanych 
rozwiązaniach wykorzystano ponad 20 róż-
nych rodzajów algorytmów UM. W niektó-
rych rozwiązaniach stosowano jeden rodzaj 
algorytmów, a w innych – kilka, zwykle 
w celu sprawdzenia, które z nich najlepiej 
spełniają oczekiwane zadania.

Informacje o źródłach i rodzajach da-
nych wejściowych oraz zastosowanych 
algorytmach UM przedstawiono w tabeli. 
Podzielono ją na osiem grup odpowia-
dających rodzajom czynników zagrożeń 
lub czynników uciążliwych, uwzględnia-
nych w procesach ORZ wspomaganych 
przez UM. Nazwy algorytmów UM, użyte 
w analizowanej literaturze, pozostawio-
no w wersji angielskojęzycznej i w formie 
stosowanych w tej literaturze skrótów. 

Z danych zawartych w tabeli wynika, że 
najczęściej stosowanymi algorytmami UM 
wspomagającymi procesy ORZ w czasie 
rzeczywistym są: konwolucyjne sieci neu-
ronowe (CNN, 19 publikacji), maszyny 
wektorów nośnych (SVM, 11 publikacji), 
las losowy (RF, 10 publikacji) oraz metoda  
k-najbliższych sąsiadów (KNN, 8 publikacji).

Ogólna charakterystyka 
najczęściej stosowanych 
algorytmów UM

Konwolucyjne sieci neuronowe 
(CNN) są szczególną klasą sztucznych 
sieci neuronowych, których najczęst-
szym zastosowaniem jest zaawansowane 
przetwarzanie obrazów. Powstanie tych 
sieci zostało zainspirowane procesami 
biologicznymi, gdyż połączenia między 
sztucznymi neuronami sieci odzwiercie-
dlają organizację kory wzrokowej zwie-
rząt. Algorytmy CNN pobierają obrazy 
wejściowe i klasyfikują je do określonych 
kategorii dzięki przypisaniu wag róż-
nym kształtom, strukturom i obiektom. 
Sieci te uczą się, jakie cechy szczególne 
obrazu pomagają w jego klasyfikacji, 
i wykazują większą skuteczność w po-
równaniu z innymi algorytmami UM. 
Zalety CNN w tej dziedzinie zostały 
dostrzeżone przez wielu autorów ana-
lizowanych publikacji, gdyż 15 na 19 
opisanych zastosowań CNN dotyczyło 
przetwarzania obrazów pracowników 
pozyskiwanych z kamer wideo [13, 16, 17, 
29, 30, 37, 38–46]. Sieci CNN są również 
wykorzystywane do przetwarzania języka 
naturalnego oraz analizy sygnałów EEG 
(elektroencefalografii).

Maszyny wektorów nośnych (SVM) 
są rodzajem algorytmów uczenia nad-
zorowanego, wykorzystywanych do 
rozwiązywania zadań z zakresu klasyfi-
kacji i regresji oraz wykrywania wartości 
odstających od analizowanych danych. 
Algorytmy SVM są przydatne zwłaszcza 
w rozwiązywaniu problemów klasyfika-
cji binarnej, czyli podziału elementów 
zbioru danych na dwie grupy. SVM dąży 
do znalezienia możliwie najlepszej linii 
lub granicy decyzyjnej, która oddziela 
punkty danych różnych klas danych. Gra-
nica ta stanowi hiperpłaszczyznę, która 
dzieli wielowymiarową przestrzeń cech.  
Celem jest maksymalizacja marginesu, 
który jest odległością między hiperpłasz-
czyzną a najbliższymi punktami danych 
każdej kategorii, umożliwiając w ten spo-
sób rozróżnienie klas danych. Algorytmy 
SVM znajdują zastosowanie m.in. w kla-
syfikacji sygnałów pomiarowych oraz 
klasyfikacji i rozpoznawaniu obrazów. 
W przypadku analizowanych publikacji 
algorytmy te były najczęściej używane 
do analizy sygnałów pochodzących od 
czujników parametrów fizjologicznych 
i ruchów pracowników [6, 8, 14, 15, 20–22, 
24, 31] oraz od czujników wykrywających 
stosowanie przez nich środków ochrony 
indywidualnej [7, 36].

Las losowy (RF) to metoda UM sto-
sowana do klasyfikacji, regresji i innych 
zadań, która działa poprzez tworzenie 
wielu drzew decyzyjnych podczas ucze-
nia, gdzie każde drzewo jest budowane 
na podstawie losowo wybranych pod-
zbiorów danych. W przypadku zadań 
klasyfikacyjnych wynikiem RF jest np. 
klasa wybrana przez większość drzew. 
Z kolei w przypadku zadań regresji wy-
nikiem RF jest np. średnia przewidywań 
drzew. Ta metoda jest znacznie tańsza 
i szybsza do trenowania w porównaniu 
ze sztucznymi sieciami neuronowymi, 
a jednocześnie oferuje dużą dokładność. 
Algorytmy RF są stosowane m.in. w ba-
daniach genetycznych, medycynie oraz 
rozpoznawaniu obrazów poprzez klasy-
fikację obiektów i wzorców na zdjęciach. 
W przypadku analizowanych publikacji 
algorytmy RF były stosowane, podob-
nie jak jak SVM, do analizy parametrów  
fizjologicznych i ruchów pracowników 
[8, 15, 20–22, 24], a ponadto – do ana-
lizy sygnałów z czujników parametrów 
środowiska pracy [3, 4], czujników naci-
sku w obuwiu [9] oraz obrazów pozycji 
pracownika rejestrowanych przez kamery 
wideo [13].

Metoda  k -na jbl iższych sąs ia -
dów (KNN)  jest  obecnie jednym 
z najpopularniejszych algorytmów kla-
syfikacji i regresji stosowanych w dzie-
dzinie UM. Jest to nieparametryczny, 
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Tabela. Zestawienie źródeł i rodzajów danych wejściowych, uwzględnianych w ORZ, oraz zastosowanych algorytmów UM
Table. Summary of sources and types of input data taken into account in the occupational risk assessment and the machine learning algorithms used

Pozycja 
bibliografii Źródło i rodzaj danych wejściowych Algorytmy UM

Zagrożenia chemiczne
[3] Czujnik dwutlenku węgla Random Forest (RF)

[4] Czujniki temperatury, wilgotności, dwutlenku węgla i gazów organicznych RF

[5] Czujniki tlenku węgla Gradient Boosted Decision Tree

Upadki, potknięcia, upadki z wysokości
[6] Elektroencefalografia Support Vector Machine (SVM)

[7] Czujniki połączenia systemu zabezpieczającego przed upadkiem z rusztowaniem Naïve Bayes (NB), K-Nearest Neighbor (KNN), SVM

[8] Czujniki rejestrujące ruchy pracowników (akcelerometry) Logistic Regression (LR), SVM, RF, NB, KNN

Czynniki mięśniowo-szkieletowe, przenoszenie ciężarów, pozycja przy pracy
[9] Czujniki nacisku w podeszwach obuwia RF

[10] Kamery rejestrujące pozycje i ruchy RF

[11] Akcelerometry rejestrujące ruchy na nadgarstku, klatce piersiowej i hełmie Linear Regression (LR)

[12] Inercyjne czujniki ruchu (akcelerometry) DeepConvLSTM

[13] Kamery rejestrujące pozycje i ruchy Convolutional Neural Network (CNN)

[14] Inercyjne czujniki ruchu (akcelerometry) SVM

[15] Inercyjny czujnik ruchu (akcelerometr) RF, SVM

[16] Kamery rejestrujące pozycje i ruchy, czujniki nacisku w podeszwach obuwia CNN (Hourglass Network)

[17] Smartfon rejestrujący pozycję przy pracy CNN

[18] Kamery rejestrujące ruchy części ciała Multi-Layer Perceptron (MLP)

Obciążenie termiczne, wysiłek fizyczny, zmęczenie
[19] Czujniki parametrów fizjologicznych XGBoosted Trees

[20] Czujnik częstości oddychania KNN, SVM, RF, Artificial Neural Network (ANN)

[21] Czujniki parametrów fizjologicznych, temperatury i wilgotności RF, Xtreme Gradient Boosting, Support Vector Regression, MLP

[22] Elektromiografia, czujniki częstości skurczów serca RF, SVM, KNN

[23] Smartwatch z czujnikiem częstości skurczów serca i akcelerometrem MLP

[24] Czujniki parametrów fizjologicznych RF, ANN, SVM, KNN

Niebezpieczne ruchy i zachowania pracowników
[25] Kamery rejestrujące zachowania pracowników MLP

[26] Kamery rejestrujące ruchy pracowników CNN

[27] Akcelerometr oraz czujniki temperatury, wilgotności, gazów, ciśnienia i oświetlenia SVM, NB, CNN, Static Neural Network

[28] Elektroencefalografia CatBoost

[29] Kamery rejestrujące ruchy pracowników CNN

Czynniki psychospołeczne (stres w pracy)
[30] Czujniki parametrów fizjologicznych K-Means Clustering

[31] Elektrokardiografia i rejestracja ruchów NB, SVM, CNN, LR

[32] T-shirt z czujnikami ECG (elektrokardiografia) CNN

Drgania mechaniczne (wibracje)
[33] Czujniki drgań (akcelerometry) na nadgarstkach KNN

[34] Czujniki drgań (akcelerometry) na nadgarstkach KNN

[35] Czujniki drgań (akcelerometry) w smartwatchu Polynomial Classifier, KNN

Monitorowanie stosowania środków ochrony indywidualnej (zagrożenia wypadkowe)
[36] Czujniki butów, hełmu i pasa bezpieczeństwa SVM

[37] Kamery rejestrujące sylwetki pracowników CNN (YOLO v. 8)

[38] Kamery rejestrujące sylwetki pracowników CNN (YOLOX)

[39] Kamery rejestrujące sylwetki pracowników CNN (YOLACT)

[40] Kamery rejestrujące sylwetki pracowników CNN (YOLO v. 4)

[41] Kamery rejestrujące sylwetki pracowników CNN (YOLO, DenseNet)

[42] Kamery rejestrujące sylwetki pracowników CNN

[43] Kamery rejestrujące sylwetki pracowników CNN (Faster R-CNN)

[44] Kamery rejestrujące sylwetki pracowników CNN

[45] Kamery rejestrujące sylwetki pracowników CNN

[46] Kamery rejestrujące sylwetki pracowników CNN
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nadzorowany algorytm, który wykorzystu-
je bliskość do klasyfikacji lub przewidywa-
nia grupowania poszczególnych punktów 
danych, czyli zakłada, że każdy punkt 
danych zbliżający się do siebie należy  
do tej samej klasy. Algorytm KNN polega 
na obliczaniu odległości między danymi 
wejściowymi a danymi w zbiorze trenin-
gowym, wyborze k-najbliższych sąsiadów 
danych wejściowych oraz przewidywaniu 
klasy lub wartości danych wejściowych na 
podstawie klasy większościowej lub śred-
niej wartości sąsiadów. Metoda ta ma 
praktyczne zastosowanie m.in. w medycy-
nie, analizach ekonomicznych, rozpozna-
waniu tekstu czy przetwarzaniu obrazów. 
W przypadku literatury objętej przeglą-
dem algorytmy KNN wykorzystano do 
analizy parametrów fizjologicznych i ru-
chów pracowników [8, 20, 22, 24], analizy 
danych z czujników drgań mechanicz-
nych [33–35] oraz sygnałów stosowania 
środków ochrony indywidualnej [7].

Konceptualizacja roli 
algorytmów UM w ORZ

Przedstawiona analiza publikacji doty-
czących zastosowania algorytmów UM do 
oceny i monitorowania ryzyka zawodowe-
go w czasie rzeczywistym wskazuje na na-
stępujące uzasadnienie i uwarunkowania 
ich stosowania:

•	 wydobywanie wzorców i zależno-
ści – w danych pomiarowych często 
występują złożone wzorce, które są 
trudne do zauważenia przez człowie-
ka, a algorytmy UM mogą automa-
tycznie wykrywać te wzorce nawet 

w przypadku dużych i złożonych 
zbiorów danych;

•	 zdolność do pracy z dużymi zbiorami 
danych – wiele systemów identyfika-
cji zagrożeń i monitorowania ryzyka 
zawodowego generuje ogromne ilości 
danych pomiarowych, które są zbyt 
duże i złożone, aby je analizować tra-
dycyjnymi metodami;

•	 praca z szumami lub błędami pomia-
rowymi – w sytuacji gdy dane pomia-
rowe są obarczone szumem, błędami 
lub brakującymi danymi, tradycyjne 
metody statystyczne mogą nie być 
skuteczne, a algorytmy UM potrafią 

„nauczyć się”, jak sobie radzić z niepeł-
nymi lub szumowymi danymi;

•	 automatyzacja i szybkość – uczenie 
maszynowe może przyspieszyć proces 
analizy danych pomiarowych, a dzięki 
zastosowaniu odpowiednich algoryt-
mów możliwe jest szybkie analizo-
wanie nowych danych i generowanie 
wyników ORZ w czasie rzeczywistym;

•	 dokładność i precyzyjność – algorytmy 
UM, po odpowiednim wytrenowaniu, 
mogą oferować wyższą dokładność 
i precyzję w przewidywaniu lub klasy-
fikacji wyników na podstawie danych 
pomiarowych w porównaniu z klasycz-
nymi metodami statystycznymi;

•	 adaptacyjność – w miarę zbierania 
nowych danych modele uczenia ma-
szynowego mogą być aktualizowane 
i dostosowywane, co pozwala im le-
piej radzić sobie z nowymi trenda-
mi czy nieoczekiwanymi zmianami  
w danych;

•	 predykcja i prognozowanie – algoryt-
my UM umożliwiają tworzenie modeli 

predykcyjnych, które na podstawie 
danych historycznych mogą prze-
widywać przyszłe wyniki lub trendy 
w zakresie zmian poziomu ryzyka za-
wodowego.
Biorąc powyższe pod uwagę, przed-

stawiony w artykule przegląd literatury 
naukowej pozwala na przedstawienie mo-
delu konceptualnego funkcji algorytmów 
UM w procesie oceny i monitorowania  
ryzyka zawodowego w czasie rzeczywi-
stym (rys. 3). 

Podsumowanie

Z przeglądu literatury naukowej do-
tyczącej zastosowania algorytmów UM 
do ORZ w czasie rzeczywistym wynika, 
że dziedzina ta zaczęła się rozwijać kilka 
lat temu i obejmuje obecnie kilkadziesiąt 
propozycji rozwiązań technicznych. Roz-
wiązania te są adresowane do różnych sek-
torów gospodarki oraz różnych środowisk 
pracy i rodzajów prac, a sektorem domi-
nującym w tym zakresie jest budownictwo 
(pozostałe sektory to: rolnictwo, przemysł 
maszynowy, przemysł chemiczny, ochro-
na zdrowia i straż pożarna). W wielu 
przypadkach opracowane rozwiązania 
są uniwersalne i mogą być wykorzystane 
w odniesieniu do różnych środowisk pra-
cy, niezależnie od sektora działalności.

Zastosowanie algorytmów UM do 
identyfikacji zagrożeń i ORZ w czasie 
rzeczywistym jest przydatne zwłaszcza 
w przypadku dużych i złożonych zbiorów 
danych pomiarowych, które wymagają 
wykrywania wzorców, klasyfikacji, pro-
gnozowania lub wykrywania anomalii. 

Rys. 3. Model konceptualny zastosowania algorytmów UM w procesie ORZ w czasie rzeczywistym (na podstawie [47])
Fig. 3. Conceptual model of the application of UM algorithms in the real-time ORZ process (based on [47])
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Przegląd literatury pokazał, że do wspo-
magania procesów ORZ w opisywanych 
rozwiązaniach wykorzystuje się ponad 20 
rodzajów algorytmów UM. Zestawienie 
tych algorytmów oraz źródeł danych wej-
ściowych uwzględnianych w analizowa-
nych rozwiązaniach pozwoliło podzielić 
te rozwiązania na następujące obszary: 

•	 zagrożenia chemiczne;
•	 upadki, potknięcia i upadki z wyso-

kości;
•	 czynniki mięśniowo-szkieletowe, 

przenoszenie ciężarów i pozycja przy 
pracy;

•	 obciążenia termiczne, wysiłek fizyczny 
i zmęczenie;

•	 niebezpieczne ruchy i zachowania pra-
cowników;

•	 czynniki psychospołeczne (stres);
•	 drgania mechaniczne;
•	 monitorowanie stosowania środków 

ochrony indywidualnej. 
Najczęściej stosowanymi algorytmami 

w tych obszarach są konwolucyjne sieci neu-
ronowe, maszyny wektorów nośnych, las lo-
sowy oraz metoda k-najbliższych sąsiadów.

Biorąc pod uwagę dynamiczny postęp 
w rozwoju technologii internetu rzeczy 
i sztucznej inteligencji, można prognozo-
wać, że w najbliższej przyszłości potencjał 
algorytmów UM będzie coraz szerzej wy-
korzystywany do procesów ORZ w czasie 
rzeczywistym. Podstawową zaletą tego po-
dejścia będzie wykrywanie i monitorowa-
nie zagrożeń w środowisku pracy w sposób 
ciągły i zautomatyzowany, co pozwoli na 
ograniczanie związanego z nimi ryzyka 
zawodowego bezpośrednio po zdiagno-
zowaniu zagrożeń.
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